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Resumen

Resumen

achine learning, Deep Learning o Time Series Forecasting son expresiones cada

vez mds frecuentes en nuestra vida diaria. Ademads, los datos que se generan
diariamente por usuarios y empresas se estan incrementando continuamente. El objetivo de
este trabajo fin de mdster es realizar un estudio combinando varias técnicas de inteligencia
artificial para predecir los niveles de contaminacion de la ciudad de Madrid. En este trabajo
se ha usado Random Forest y una red neuronal recurrente. Ademads de estas técnicas,
se ha usado la técnica principal component analysis con el objetivo de seleccionar las
caracteristicas mas importantes de los datos para asi minimizar el error en los datos de
prondstico de los niveles de contaminacion. Los contaminantes pronosticados son Monéxido
de Carbono (CO), Diéxido de Nitrogeno (NO,) y Ozono (O3). Con el propdsito de obtener
prondsticos de calidad, se utilizardn las siguientes variables meteoroldgicas: temperatura
maxima, la direccion del viento o la velocidad media del viento. El objetivo es la obtencién

del prondstico de los niveles de contaminacion para seis dias.
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Notacion

|| V]| Norma del vector v

(V,w) Producto escalar de los vectores vy w
arctg Funcion arco tangente

tanh Funcién tangente hiperbdlica

sin’x Funcién seno de x elevado a y

cos’x Funcién coseno de x elevado a y

Sa Funcién sampling

sgn Funcion signo

% Derivada parcial de y respecto a x
MSE Mean square error

Mean absolute error

|A| Cardinal, nimero de elementos del conjunto A
X, ,i=12,...,n Elementos i, de 1 a n, del vector x

dx Diferencial de x

< Menor o igual

= Mayor o igual

Varianza de x






1 Introduccion

n la actualidad, la poblacién de las ciudades estd aumentando progresivamente
y con ello, se incrementan los problemas en estas, bien sea por necesidades de
abastecimiento energético, colapso del trafico o la contaminacién provocada por diversos
factores. Es por ello que los habitantes que residen en grandes ciudades [32, 10] con
niveles altos de contaminacién pueden tener serios problemas de salud, especialmente, los
relacionados con la contaminacion. Esta es la principal razon por la que ayuntamientos de
dichas ciudades estén activando protocolos de control de trafico para evitar enfermedades
derivadas de la contaminacion.

Para comenzar a definir las técnicas usadas en este trabajo, debemos saber que una serie
temporal es un conjunto de observaciones o valores ordenados cronolégicamente. Ademads,
estos valores pueden estar o no equitativamente almacenados y no son independientes entre
si, es decir, el andlisis se debe realizar teniendo en cuenta el orden temporal. Una serie
temporal puede ser de tipo discreta o continua, dependiendo de los valores de esta. Por otro
lado, si los valores se pueden pronosticar exactamente, se dice que la serie es determinista,
por el contrario, si ese prondstico es parcial y esos futuros valores tienen una distribucion
de probabilidad se dice que la serie es estocdstica.

Las series temporales se clasifican en estacionarias y no estacionarias. Cuando la media
y la varianza de los datos son constantes a lo largo del tiempo, se dice que la serie es
estacionaria. Este tipo de series no contiene aumentos o disminuciones sistematicos de sus
valores. Por otro lado, en las series no estacionarias la media y la varianza de los valores
no son constantes. En las series de tipo no estacionarias se afiade una nueva definicion,

la cual seria la estimacion de la tendencia de la serie, donde ademas, existen dos grupos:
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tendencia evolutiva y tendencia determinista.

Una vez introducido el concepto de serie temporal, en este trabajo de fin de méster nos
centraremos en pronosticar los niveles de contaminacion de la ciudad de Madrid. Para
ello, se han usado las series temporales con los datos de los indices de contaminacion
que se recogen de las estaciones repartidas en Madrid, valores proporcionados por el
Ayuntamiento de Madrid. Ademads de estos datos, se han obtenido series temporales con los
datos meteoroldgicos que estdn disponibles en la web de OpenData de la Agencia Estatal
de Meteorologia (AEMET). Los datos meteorolégicos y de niveles de contaminacién
pertenecen a valores diarios que estin comprendidos entre el 1 de Enero de 2010y el 31
de Diciembre de 2018.

El anélisis de las series temporales obtenidas tratard de cubrir los objetivos de prondstico

realizando los siguientes pasos:

1. En una primera aproximacion, las series temporales obtenidas se deben estudiar por
separado ya que contienen valores de concepto diferente, por un lado los niveles de
contaminacion y por otro los valores meteoroldgicos. Asi pues, la representacion de
gréaficos nos ayudard a comprender estas series y ver qué tendencia tienen a lo largo del
tiempo. Un paso importante a realizar en este momento es realizar un preprocesado
de las series temporales, en otras palabras, si para uno o varios instantes de nuestra
serie temporal el dato es nulo podemos rellenar este dato realizando un procedimiento
comun para todos los datos nulos de la serie. Esto seria, o bien afiadir el mismo
valor que en el instante anterior o la media de sus valores previos y posteriores. De
esta manera, nos aseguramos que nuestra serie temporal tiene valores para todos los

instantes de tiempo.

2. En este paso, realizaremos la parte mas importante de nuestro estudio. Analizaremos
las relaciones que existen entre nuestras dos series temporales de distintas fuentes.
Veremos asi qué valores meteoroldgicos afectan a los niveles de contaminaciéon. Como
tenemos varias estaciones meteoroldgicas disponibles, se escogerd la estacion en la
que exista menos gaps de datos, es decir, donde haya menos espacios de tiempo sin
datos. De esta manera, el preprocesado de los datos serd mds sencillo y podremos
realizar una buena correlacion entre las observaciones meteoroldgicas y los datos de

niveles de contaminacion.
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3. En el dltimo paso, realizaremos el modelado de las series estudiadas, escogidas las
propiedades meteoroldgicas que mds afectan a los niveles de contaminacion para asi
obtener el mejor resultado en nuestro prondstico. En este paso realizaremos numerosas
pruebas con distintas técnicas de aprendizaje automético. Ademads, se analizaran los
resultados y extraeremos algunas conclusiones relativas a los métodos utilizados, de
esta manera, se podra concluir qué modelo es el mejor y el mds eficiente para nuestro

estudio.

1.1 Estructura de la memoria

Hecha una introduccion del estudio que se va a realizar en este trabajo fin de master, se

especificard a continuacion cémo se organizaré el resto de la memoria:

* En el capitulo 2 se presentan los objetivos a alcanzar en el proyecto. De manera
general, se explicardn los objetivos concretos para resolver el problema principal y

sus metodologias para conseguirlo.

* En el capitulo 3 se hard una descripcion tedrica detallada de todos las tecnologias
usadas en el trabajo de fin de madster. En este capitulo se responderd a las preguntas

de cémo funciona la tecnologia usada, para qué sirve y por qué se han usado.

* En el capitulo 4 se explica en detalle todo el proceso llevado a cabo para realizar la
manipulacion, preprocesado y visualizacion de los datos que hemos obtenido de las
fuentes de informacién comentadas previamente. Ademds, se detalla la integracion de
la serie temporal de los niveles de contaminacion y de las variables meteoroldgicas,

y su posterior extraccion de caracteristicas mediante la técnica PCA.

* Por otro lado, en el capitulo 5 se presentardn las métricas que se usan y los resultados
obtenidos después de haber realizado disefiado los modelos de las técnicas de
aprendizaje automatico y profundo. Ademds, se realiza una comparacion de todas las

técnicas usadas en este estudio basandose en los resultados de las métricas usadas.

 Finalmente, el capitulo 6 se describen las conclusiones del trabajo fin de méster,
detallando qué objetivos se han conseguido y cudl serd el camino a seguir en un

futuro para mejorar los resultados obtenidos.






2 Objetivos

Hasta el momento, se ha hecho una breve introduccion de los conceptos que se estudiaran
en este trabajo de fin de méster. A continuacion se presentan los tres principales objetivos

que se pretenden alcanzar:

* Objetivo educativo. Como primer objetivo, se busca asentar los conceptos de
aprendizaje automadtico y profundo que se han estudiado a lo largo del curso del
maéster. De esta manera con los conceptos asimilados, se podrdn resolver problemas

en futuros desarrollos.

* Objetivo cientifico. Se resolverd un problema utilizando las dltimas técnicas de
aprendizaje automadtico y profundo teniendo en cuenta las variables meteoroldgicas.
Ademads, se aplicardn conceptos como el nowcasting para realizar el prondstico de

los niveles de contaminacion.

* Objetivo ciudadano. Con el prondstico de los niveles de contaminacion se afiadiria

calidad de vida a los ciudadanos de las grandes ciudades.

Ademais, se pretende explicar las herramientas usadas en este proyecto, la bases de datos
en la que hemos almacenado los datos descargados, las librerias para descargar dichos
datos de la fuente de informacién de AEMET y las técnicas de aprendizaje automatico
implementadas para llegar a los objetivos marcados para este proyecto. Otro punto importante
a tener en cuenta es que en este proyecto se han usado las técnicas mds innovadoras que
existen actualmente para, de esta manera, obtener los mejores resultados y aprovechar
al maximo el hardware que permite que nuestro software sea més eficaz al obtener los

resultados.
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Los objetivos marcados en este trabajo no son triviales y, como se ha comentado
previamente, se han utilizado las tecnologias mas novedosas. Por lo tanto, como lo mds
innovador en el &mbito del aprendizaje automdtico estd escrito o bien en el lenguaje de
programacion Python[29] o bien en R, para desarrollar este proyecto se ha elegido Python.
Ademds, tenemos numerosas librerias y frameworks muy eficientes que permiten resolver
problemas de una manera mads sencilla sin la necesidad de escribir una gran cantidad de
codigo. Uno de los frameworks elegidos para desarrollar este proyecto ha sido Scikit-learn
[17], escrito en Python y con una extensa libreria de técnicas de aprendizaje automaético.
Otro framework muy potente usado en este proyecto, ha sido Keras. Este ultimo framework
nos permite modelar las técnicas de aprendizaje automdtico mds potentes, ademés de
usar el hardware de NVIDIA, el cual permite paralelizar el cdlculo y por tanto realizar un
entrenamiento mds rapido. Otra caracteristica importante de este framework es que también
estd escrito en Python y es capaz de ejecutar Tensorflow [13], CNTK [24] o Theano [31].
Ademas de esto, Keras[5] se desarroll6 con el objetivo de hacer experimentos rapidamente,
razon de peso en la eleccion de este framework para desarrollar nuestro trabajo.

Lo comentado en esta seccion hasta ahora ha sido en referencia a las librerias usadas hasta
ahora para implementar técnicas de aprendizaje automatico. Para completar los objetivos de
este trabajo se han utilizado otras técnicas automdticas de descarga de datos para aumentar
nuestra informacion y tener asi unos datos mds consistentes. Todos estos datos se guardan
en forma de serie temporal en una base de datos NoSQL llamada MongoDB[9] para ser
consultados posteriormente. Por otro lado, lo modelos de computacion y técnicas usadas

en este proyecto se pueden clasificar de la siguiente manera:

* Los métodos usados en Python para analizar las series temporales han sido; en primer
lugar, el método de Descomposicion Estacional y de Tendencias con Loess (STL
Decomposition) [6] desarrollado por Cleveland y; por otro lado, se han hecho pruebas
no paramétricas para comparar el rango medio y determinar si existe diferencia
mediante el test de los rangos con signo de Wilcoxon (Wilcoxon signed rank test)

[33].

* Las técnicas de aprendizaje automético empleadas en este trabajo han sido; por un
lado, la técnica de analisis de componentes principales (Principal Components

Analysis, PCA, por su acrénimo en inglés) [19] para describir el conjunto de datos



2.1 Objetivos intrinsecos en el trabajo

usando la libreria de Python scikit-learn; por otro lado, la técnica para el prondstico
de valores con Random Forest en regresion [23] usado también la libreria de
Python scikit-learn; y por dltimo, otra técnica que usa Redes Neuronales Recurrentes
(Recurrent Neural Networks, RNN, por su acrénimo en inglés) con Long Short-Term

Memory (LSTM) [14], implementada usando el framework Keras.

2.1 Objetivos intrinsecos en el trabajo

Las técnicas de aprendizaje automdtico estdn avanzando a pasos muy acelerados en el
campo de la investigacion y desarrollo en estos ultimos afios y para anticiparse a eventos que
ocurren en la vida diaria, como por ejemplo, la deteccion prematura de células cancerigenas
en una biopsia [34], la regulacién del trdfico en una ciudad [2] o incluso evitar un ataque
informdtico [16] en una empresa mediante el andlisis de las peticiones a los equipos
informaticos.

El impacto que esta teniendo en la nuestra vida diaria el aprendizaje automdtico es
tal que existen plataformas donde se realizan competiciones para que investigadores y
desarrolladores implementen el mejor algoritmo para resolver cualquier problema de la
vida cotidiana. Un ejemplo a destacar fue la competicién que lanz6 el CERN (European
Laboratory for Particle Physics) con el objetivo de seleccionar las particulas interesantes que
el Gran Colisionador de Hadrones habia detectado mediante un algoritmo que implementaba
aprendizaje automadtico y asi ahorrar tiempo de computacion en analizar esas particulas
que no contenian datos relevantes.

Para realizar todo lo comentado hasta aqui, se ha pasado por varias fases que eran
necesarias para comenzar el proyecto. En primer lugar, se necesitaba conocer el origen del
problema y analizar qué posibles soluciones se podrian dar, ademds de conocer cudntos
datos se disponia y qué posibilidades habia de recolectar mds informacién para dar con
unos resultados concluyentes. Posteriormente, era necesario la investigacion de las técnicas
de aprendizaje automatico que mejor se adaptaban a nuestras soluciones, para ello, era
necesario conocer y comprender a fondo el funcionamiento de estas técnicas para elegir la
mejor de ellas. Por dltimo, la fase de disefio de la arquitectura del proyecto donde estara

alojada la base de datos, los servicios que recolectan los datos de las fuentes de informacion
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y las técnicas de aprendizaje automadtico. Todas estds partes de la arquitectura trabajardn en
consonancia para conseguir el objetivo principal del proyecto.

Finalmente, aunque no se han descrito especificamente, con los objetivos que se pretenden
alcanzar en la realizacion de este trabajo de fin de mdster, hay otros objetivos intrinsecos que
se han ido superando a lo largo de este. Estos objetivos han ayudado a mejorar notablemente
el conocimiento de las técnicas investigadas y aplicadas, ya que en la labor de investigacion
se han encontrado las técnicas de aprendizaje automatico mas novedosas que existen hoy
dia. Ademads, para la extraccion de los datos y el enriquecimiento del conocimiento en los
datos extraidos, se han aplicado técnicas de Data Mining, asi como la aplicacion de los
métodos disponibles en el framework Keras usado, de la libreria scikit-learn y del lenguaje

de programacion Python.



3 Metodologia

3.1 Métodos de pronodstico

ctualmente vivimos en un momento de la historia donde los datos son mds importantes
A que nunca. En 2018 se alcanz6 los 33 zettabytes [26], equivalente a 33 millones de
terabytes, y estos datos son usados para diferentes &mbitos. Una de las finalidades es la de
crear prondsticos que ayuden a adelantar acontecimientos importantes. Estos prondsticos
juegan un papel muy importante cada dia, por ejemplo en la bolsa de valores, donde
pronosticar qué va a ocurrir para ganar en cada operacion es valioso para las empresas.
Otro prondstico importante en nuestra vida diaria es el meteorolégico. El prondstico
meteoroldgico se usa diariamente y es una parte imprescindible en nuestro dia a dia,
especialmente en aeropuertos donde estos prondsticos ayudan a decidir el despegue o
aterrizaje de millones de aviones alrededor del mundo. Por dltimo, cabe destacar los
sistemas de aprendizaje automadtico para la ciberseguridad con el objetivo principal de

prevenir ciberataques realizando prondsticos con datos histéricos de ataques previos.

Esto hace que las técnicas que se usan en el prondstico estén avanzando a pasos agigantados
para que cada vez sea mas eficiente realizar los calculos y que el error del prondstico sea
minimo. Por esta razén, existen numerosos frameworks que implementan las técnicas
de aprendizaje automético que usan el hardware de manera que se pueda paralelizar los
procesos de entrenamiento de una manera muy sencilla para el programador y asi centrarse
en lo realmente importante en un estudio. Sin embargo, aunque se avance en estas técnicas

de prondstico a nivel de software, hay fases que son inapelables a la hora de realizar un
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estudio de este dambito y obtener asi el mejor resultado. A continuacién, se muestran las

principales fases que un estudio debe seguir:

* Lo primero que se debe hacer es analizar el problema que se va a resolver para asi
decidir qué datos necesitamos y qué variables son las mds importantes. Este paso
es crucial puesto que es el que va a decidir toda la investigacion a futuro. Si los
datos que hemos decidido obtener no son los correctos o las variables no son lo
suficientemente determinantes en nuestro estudio, los resultados que obtendremos

no seran los deseados y por tanto, el prondstico no serd lo suficientemente bueno.

* Una vez analizado el problema, procederemos a investigar qué fuentes de datos
son las mds convenientes para obtener la informacion necesaria. En este caso, hay
que estudiar qué facilidades tenemos para obtener los datos ya que el proceso de
obtencion de estos se puede complicar si, por ejemplo, los datos no los proporciona
una interfaz de programacion de aplicaciones (Application Programming Interface,
API, de su acrénimo en inglés) o la fuente de informacidn es inestable, es decir, que

se pierda la conexion continuamente al intentar acceder a los datos.

* Cuando ya tengamos todos los datos a nuestra disposicion, tendremos que hacer un
preprocesado para que estos tengan el formato correcto y, ademads, rellenar los huecos
en los que no haya datos. Para rellenar los datos, se seguird el mismo patrén para
toda la serie temporal para asi tener unos datos congruentes. Una vez rellenos los
huecos, podremos representar los datos graficamente para asi, estudiar su tendencia

y patrones que tengan los datos.

* Por ultimo, una vez realizado todo el trabajo referente a recolecciéon de datos y
preprocesado, tendremos que realizar un estudio para decidir qué técnica de aprendizaje
automadtico es la mejor para realizar el prondstico que necesitamos. Este tltimo paso
serd explicado en detalle en la proxima seccion puesto que hay varias técnicas a

emplear para realizar un prondstico adecuado.

Como ya se ha comentado, estas cuatro fases descritas son importantisimas e insustituibles
en la realizacion de un proyecto donde se requiera un prondstico de cualquier tipo. De

esta forma, se conseguira que el acierto en el prondstico esté dentro de un limite estable
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y aceptable. Este limite en la precision del prondstico suele ser mayor del 80 % para que

dicho pronéstico sea confiable.
3.1.1 Nowcasting

El nowcasting es el término que se le atribuye al prondstico en un periodo desde las 2
horas hasta las 6 horas de las condiciones meteoroldgicas. Por lo tanto, esta prediccion
detallada se realiza mediante una extrapolacion de los pardmetros conocidos de los datos
meteoroldgicos, pudiendo mejorar el prondstico de algunas caracteristicas, como por
ejemplo, la fuerza de una tormenta o la velocidad del viento.

En este trabajo, se utilizardn los datos meteorolégicos descargados de la ciudad de
Segovia, debido a la proximidad a Madrid, para mejorar los prondsticos meteorolégicos
de esta y poder, de esta manera, mejorar los resultados de prondstico de los datos de

contaminacion.

3.2 Métodos de analisis

En esta seccion se describird en profundidad los métodos de anélisis que se han empleado en
este trabajo fin de mdster para estudiar la serie temporal compuesta por los datos obtenidos
de la web de OpenData de AEMET vy los datos de niveles contaminacion proporcionados

por el Ayuntamiento de Madrid.
3.2.1 Descomposicion Estacional y de Tendencias con Loess

La Descomposicion Estacional y de Tendencia (STL) [6] es un método robusto y versatil
para realizar descomposiciones de series temporales, donde Loess es un método para estimar
relaciones no lineales. Este método fue desarrollado por Cleveland, McRae y Terpenning
(1990) con el objetivo de descomponer una serie temporal y mostrar las distintas partes
de esta para asi comprender mejor su comportamiento. Las partes en las que este método

descompone una serie temporal son las siguientes:

* Componente Estacional: Patrones que se repiten en un periodo de tiempo fijo. Por
ejemplo, una piagina web podria recibir mds visitas durante los fines de semana,

entonces, esto produciria datos con una estacionalidad de siete dias.
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» Tendencia: Refleja el incremento o el decremento del valor de la serie temporal a

largo plazo de una manera suavizada. Podria ser una tendencia lineal o no.

* Componente de Aleatoriedad: Este componente también la suelen llamar "Componente
de Ruido", "Componente Irregular” o "Componente Restante", y contiene la parte
residual de la serie temporal original después de obtener la componente estacional y

la tendencia.

En la figura 3.1 se muestra una ilustracién de la descomposicién de una serie temporal

mediante Descomposicion STL.
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Figura 3.1 Descomposicion Estacional y de Tendencia con Loess de una serie temporal.
Esta figura muestra cuatro subfiguras en las que se muestran los datos reales, la
tendencia, la componente estacional y el componente de aleatoriedad..

Este método de descomposicién muestra varias ventajas en comparacién con el método
de Extraccién de Estacionalidad en ARIMA [7] (Seasonal Extraction in ARIMA Time
Series, SEATS, en su acronimo en inglés) o con el método X11 [8]. Estas ventajas del

método de descomposicion STL son:
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» Adiferenciacon SEATS y X11, STL puede manejar cualquier tiempo de estacionalidad,

no solo datos trimestrales o mensuales.

* El componente estacional puede cambiar a lo algo del tiempo y este ratio de cambio

puede ser controlado por el usuario.
 La uniformidad del ciclo de tendencia puede ser controlado también por el usuario.

* Puede ser robusto para los valores atipicos, por lo tanto, las observaciones inusualmente
ocasionales no afectarian a lo estimado en el ciclo de la tendencia y tampoco a la

componente estacional. Sin embargo, si afectaria a la componente de aleatoriedad.

Por otro lado, STL tiene algunas desventajas, como por ejemplo, no maneja las variaciones
del calendario automdticamente y, ademads, sélo provee facilidades para las descomposiciones
aditivas.

Para lograr una descomposicion correcta, es importante elegir correctamente entre los dos
modelos que existen, aditivo y multiplicativo. Para este trabajo fin de méster, se ha optado
por la descomposicion de la serie temporal aditiva, esto es, que las diversas componentes se
relacionan por agregacion, por lo que la serie original resulta ser la suma de sus integrantes.

La descomposicién aditiva tendria la siguiente forma:

i =E+T,+A,

donde y, es la serie temporal, E; es la componente estacional, 7; es la tendencia y por
ultimo, A, es el componente de aleatoriedad.
A continuaciéon mostraremos los pasos mds importantes en la descomposicion de una

serie temporal usando el método que se describe en esta seccion:

1. En primer lugar, tendremos que detectar la tendencia subyacente, para ello, se
suaviza la serie temporal usando la Media Movil Central (Centred Moving Average,
CMA, en su acrénimo en inglés). Es muy importante en la descomposicion, usar el
mismo tamafio de rango de estacionalidad en toda la serie temporal, ademds, es muy
importante conocer el periodo de estacionalidad: semanal, mensual, etc. En caso de

no conocer la estacionalidad, deberiamos de usar la transformacién de Fourier.
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2. A continuacion, se elimina la tendencia calculada previamente de la serie temporal
para, de esta manera, obtener como resultado una nueva serie temporal donde se
expone la estacionalidad. El concepto estacionalidad de una serie temporal es la
variacion periddica y predecible. Este periodo puede ser menor o igual a un afio y

estd intrinseco en la serie temporal.

3. De la serie temporal previamente calculada, es decir, la estacionalidad, es trivial
calcular la media de estacionalidad. Para ello, se suma toda la estacionalidad y se

divide por el periodo de estacionalidad.

4. Por ultimo, de las series previamente calculadas podemos extraer la componente de

aleatoriedad, restando la componente estacional y la tendencia a la serie original.

La descomposicion STL se usa a menudo para eliminar el efecto estacional de una serie
temporal y, asi poder tener una visién mas clara de la tendencia de esta. Ademas, si lo
que se necesita es realizar un prondstico, a menudo, se usa la descomposiciéon STL, mds

concretamente la tendencia, para realizar dicho prondstico.

3.2.2 Test de rangos con signo de Wilcoxon

El test de rangos con signo de Wilcoxon [33] es un test no paramétrico equivalente al T-test
dependiente [21]. Como el test de rangos con signo de Wilcoxon no da por sentado la
normalidad en los datos, se puede usar cuando esta suposicion se ha incumplido y el uso
del T-test dependiente no es apropiado. Este test de Wilcoxon se usa para comparar dos
conjuntos de datos que tengan el mismo origen pero distinto rango de tiempo. Este tipo de
comparaciones pueden ocurrir cuando se desea investigar cualquier cambio en los valores
en un instante de tiempo con respecto a otro o cuando estos valores estdn sujetos a mds de
una condicion.

Un ejemplo para comprender el uso del test de rangos con signo de Wilcoxon podria ser
si se quisiera comparar si existe diferencia entre los fumadores de cigarrillos diarios antes y
después de ocho semanas de terapia para dejar de fumar. Otro ejemplo donde se podria usar
este test, es para comprender si hay diferencia en el tiempo reaccién de un individuo que
estd expuesto a diferentes tipos de iluminacion. Por tltimo, mencionar que en este trabajo de

fin de master se usa este test de Wilcoxon para comparar los niveles de contaminacion entre
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el rango de meses octubre y marzo para una serie temporal y, entre marzo y septiembre

para la otra serie temporal y asi comprender si existen diferentes niveles de contaminacion.

Para que un test de rango con signos de Wilcoxon nos dé unos resultados satisfactorios,

debemos conocer unos puntos clave. Estos puntos clave nos hard decidir cuando elegir

para analizar nuestros datos este test. Parte del proceso la engloba el comprobar que los

datos pueden ser analizados mediante este test de Wilcoxon. Esto es necesario realizarlo

porque Unicamente es apropiado realizar este test si los datos cumplen las siguiente tres

suposiciones para que el test de Wilcoxon dé un resultado valido:

1.

Los primero que debe cumplir nuestros datos es que la variable dependiente deberia
medirse en el ordinal o nivel continuo. Por ejemplo, los cinco puntos de niveles de
escalar que explican el nivel de satisfaccion de un cliente al comprar un producto,
van desde "No mucho" a "Si, mucho", incluyendo de esta manera la escala de Likert
[1] en esta variable ordinal. Por otro lado, un ejemplo de variables continuas seria el

peso de una persona, el nivel de inteligencia o la puntuacion en un examen.

Lo siguiente que se debe cumplir es que la variable independiente deberian ser
de dos categorias, "grupos relacionados" o "pares complementarios". La primera
categoria, "Grupos relacionados”, indica que los mismos sujetos estdn presentes en
ambos grupos, esto es debido a que cada sujeto se ha medido en dos ocasiones en
la misma variable dependiente. Por otro lado, la categoria "pares complementarios"
evalda la hipdtesis de que la puntuacién para dos variables se obtuvieron de una
misma distribucion, es decir, calcula la diferencia entre cada conjunto de pares
complementarios y después sigue el mismo procedimiento del test de rango de signo

para comparar el ejemplo la mediana.

La distribucion de las diferencias entre los dos grupos relacionados deben de ser
de forma simétrica, en otra palabras, si la distribucion de la diferencias tiene una
forma simétrica, se puede analizar el estudio realizando el test de rangos con signo

de Wilcoxon.

Las condiciones enumeradas anteriormente afiaden un tiempo extra en el andlisis de

las series temporales pero por el contrario, si hemos realizado estas comprobaciones
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previas antes de realizar el test de Wilcoxon, evitaremos sorpresas cuando obtengamos los

resultados finales de este test.

El proceso del test de rango con signo de Wilcoxon sigue los siguientes pasos, tomando N

como el tamafio del ejemplo, por ejemplo, el niimero de pares de una serie temporal, por lo

tanto, el nimero de elementos serd de 2N, siendo i = 1,...,N con x; ; y x, ; los indicadores

de la medida:

1.

2.

Parai=1,...,N, se calcula |x, ; —x; ;| y sgn(x, ; — x; ;) donde sgn es la funcién signo.
Excluir pares con |x; ; —x ;| = 0, de esta manera se reduce el tamafio el ejemplo.

Ordenar los N, pares restantes de menor a mayor por la diferenciacion del valor

absoluto, |x; ; —x ;|

Clasificar los pares, comenzando por el mds pequefo como 1, siendo R; la clasificacion
dada.

Calcular el test estadistico W

N,
W =Y [sgn(xy; —x1 ;) *Ry]

i=1
la suma de los rangos por signo.

W sigue una distribucion especifica, teniendo esta distribucion un valor esperado a

cero y la varianza de:
_ N,(N,+1)(2N, +1)
24

De esta manera, W se puede comparar a un valor critico desde una referencia. El test
en los dos sentidos consiste en rechazar Hy si | X | < Weyiicar n,» Siendo Hy la diferencia

entre los pares que siguen una distribucion simétrica alrededor de cero.

Como el valor de N, incrementa, la distribucion de W converge a una distribucion

normal. Asi que, para N, > 20, una evaluacion Z se puede calcular como:

donde

NN, + 1) (2N, + 1)
ow = 24
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Para representar un test doble, Hy es rechaza si z.,y.q < |z|- Por otro lado, un test
simple se puede representar o bien, con la distribucién exacta o con una aproximacion

de la distribucion.

8. Para N, < 20 el test original se aplica la estadistica Tukey de Siegel [22], siendo esto,

el menor valor de dos sumas de rango por signo dadas.

3.3 Métodos de aprendizaje automatico

En esta seccion se explicardn las técnicas de aprendizaje automatico empleadas en este
trabajo, técnicas que son la base de los objetivos a alcanzar en este proyecto y donde se ha

invertido la mayor parte del tiempo.
3.3.1 Analisis de Componentes Principales

La eleccion de las variables més relevantes en una serie temporal es tan importante como
elegir la técnica de aprendizaje automadtico que mas se ajuste a los objetivos que necesitamos
alcanzar puesto que esta eleccion afecta directamente en el resultado final. Es por eso que
se ha utilizado la técnica de andlisis de componentes principales (PCA, en su acrénimo en

inglés) para realizar la mejor eleccion en las variables de la serie temporal de este trabajo.

PCA [18, 19] es una técnica en la que se pretende realizar una reduccion de la dimensionalidad

de los datos de entrada, transformando un gran conjunto de variables de datos en un conjunto
mads reducido, el cual atin contiene la informacién mds importante, es decir, este método
consigue reducir la dimensién de un conjunto de datos sin perder informacién.
Normalmente, reducir el nimero de variables en un conjunto de datos suele penalizar
la precision de estos, aunque dependiendo del conjunto de datos que se esté estudiando,
se puede asumir mds o menos la penalizacion de la precision en los datos a cambio
de simplicidad en ellos, puesto que un conjunto de datos mds reducido es mas fécil de
representar y de estudiar. Otra ventaja en la reduccion de las variables es que hace mds
facil y rapido analizar el conjunto de datos para los algoritmos de aprendizaje automatico.
Por lo tanto, PCA reduce el numero de variables de un conjunto de datos para simplificar

su estudio, preservando al mdximo la cantidad de informacién.
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A continuacion, se mostrard los pasos que la técnica PCA realiza en la determinacion de

la importancia de las variables de una serie temporal:

1. Estandarizacion o Normalizacion: Este paso es critico en la realizacion de la técnica
PCA y es necesario realizar la normalizacion de los datos antes de comenzar, ya
que esta técnica es bastante sensible a la varianza de las variables iniciales. En otras
palabras, si hay mucha diferencia entre los rangos de las variables iniciales, esas
variables con valores altos dominardn sobre las que tienen un valor bajo, lo que

conducird a resultados sesgados.

Por lo tanto, los valores de la serie temporal estardn entre cero y uno, matematicamente,

se puede expresar de la siguiente forma:

value — mean

= -
stardard deviation

2. Calculo de la matriz de covarianza: En este paso, las variables del conjunto de
datos varian de la media uno respecto a otro, es decir, se intenta buscar una relacion
entre ellos puesto que, algunas veces las variables estdn relacionadas las unas con las

otras de alguna manera.

Por consiguiente, como necesitamos buscar esa correlacion entre las variables, se
calcula la matriz de covarianza. Esta matriz es una matriz simétrica pxp, donde p
es el nimero de dimensiones, que contiene la covarianza asociadas con todas las
posibles pares de combinaciones de las variables iniciales. Un ejemplo de un conjunto

de datos con tres variables x,y y z, cuya matriz de covarianza seria de dimension 3x3:

Cov(x,x) Cov(x,y) Cov(x,z)
Cov(yx) Cov(yy) Cov(yz)
Cov(z,x) Cov(z,y) Cov(z,2)

En la matriz representada, podemos observar que es simétrica con respecto a la
diagonal, ademas, el signo en el resultado de estas operaciones de covarianza es

importante:
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3. Calcular los vectores y valores propios de la matriz de covarianza para identificar

* Si el valor es positivo, las dos variables incrementan o decrementan a la vez, es

decir, estan correladas.

* Si el valor es negativo, una variable incrementard cuando por el contrario la otra

decrementa, es decir, estaran inversamente correladas.

los componentes principales: Los vectores y autovalores son conceptos de dlgebra
lineal que necesitan ser calculados para determinar los principales componentes del

conjunto de datos.

Los principales componentes son variables que se construyen como combinaciones
lineales de las variables iniciales. Los vectores propios de la matriz de covarianza son
direcciones de los ejes donde hay mds varianza, es decir, donde hay mds informacién

en cada componente principal.

Vector de caracteristicas: Como se ha comentado en el paso previo, calcular el
autovector y ordenarlo en orden descendente con respecto a los valores propios, nos
permite encontrar los componentes principales en orden a su importancia. En este
paso, se decide si mantenemos los componentes, lo descartamos o si se le da menos
importancia. Si se decide mantener este ultimo vector de importancia, se anadird a la

matriz de vectores, la cual se llama matriz de vectores de caracteristicas.

Reestructurar los datos con los ejes de principales componentes: En este tltimo
paso, se unird todos los vectores propios de la matriz de covarianza teniendo en
cuenta los ejes de los datos originales. Por lo que, se realizard una multiplicacién de
la matriz transpuesta del conjunto de datos originales por la transpuesta del vector de

caracteristicas.

ConjuntoFinal = VectordeCaracterstica’ x DatosOriginalesNormalizados”

De esta manera, obtendremos un conjunto de datos final ddndole mas importancia a

las variables que mds relevancia tenga en la serie temporal.
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3.3.2 Arboles de decision: Random Forest

Los arboles de decision [11, 3] son una herramienta de apoyo para la toma de decisiones
que usan arboles como modelo de decision y sus posibles consecuencias. Los algoritmos
de drboles de decision son muy potentes cubriendo todas las dreas del problema, donde su
estructura se compone de nodos internos que representan "test" sobre atributos concretos,
ademds, cada rama representa el resultado del test y cada hoja del nodo representa una
etiqueta de la clase, lo que es lo mismo, la decision tomada después del célculo de todos su
atributos.

Los términos comunes que se suelen usar cuando de drboles de decision se habla son los

siguientes:
* Nodo raiz: Representa todo el conjunto de datos que es dividido en dos o mas
homogéneos conjuntos.
* Particion: Es el proceso de divisién del nodo en uno o més sub-nodos.
* Nodo de decision: Cuando un sub-nodo se divide en mas sub-nodos.

* Hoja: Estos son los nodos que no se vuelven a dividir en mds sub-nodos. Se dice

entonces que este elemento es una hoja del arbol.

* Podado: Cuando se eliminan sub-nodos de un drbol de decision, bien para aumentar

el rendimiento del drbol o para hacerlo més sencillo y asi mejorar su prediccion.
* Rama/Sub-arbol: Es una subseccion del arbol completo.

* Nodo Padre y Nodo Hijo: Un nodo que es dividido en mds sub-nodos se le llama

nodo padre de los sub-nodos, mientras que los sub-nodos son los nodos hijos.

En los arboles de decision la variable objetivo suele ser categorica y entre los usos de
este tipo de técnica estd cdlculo de la probabilidad de que un objeto dado pertenezca a una
categoria, estos modelos se llama drboles de clasificacion. Esta técnica también se puede
usar para estimar valores de regresion, modelos llamados arboles de regresion.

Antes de describir la técnica de Random Forest, se hard una breve explicacion de los

métodos que se usan en los drboles de decision:

* Bootstrapping: El bootstrapping [28] es una técnica usada para estimar las estadisticas

de un conjunto de datos mediante el muestreo de estos con reemplazamiento, es
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decir, se selecciona elementos aleatorios y se agrupa en subconjuntos de datos del
conjunto de datos original, tal y como se muestra en la figura 3.2. Este algoritmo nos
permite entender mucho mejor la media y la desviacion tipica del conjunto de datos

para un mejor estudio.

e
/

\\
3/ Sample Population 1

Sample Population 2

/  Sample Population 3

Figura 3.2 Representacion del Bootstrapping..

* Bagging: El término bagging[28] viene de Bootstrap Aggregation y es un método
simple y muy potente. Este método aplica el procedimiento Bootstrap explicado
anteriormente a la alta variabilidad de cualquier algoritmo de aprendizaje automatico,

especialmente en drboles de decision. Un proceso detallado seria:

1. Suponemos que hay N observaciones y M caracteristicas y de esto, se selecciona

aleatoriamente una observacién con reemplazo, es decir, usando Bootstrapping.

2. Un subconjunto de caracteristicas se selecciona para crear un modelo con este

subconjunto y la observacién previamente seleccionada.

3. Una caracteristica del subconjunto se selecciona para darnos el mejor valor de

particionado en los datos de entrenamiento.
4. Esto se repite para crear muchos modelos, todos ellos entrenados en paralelo.

5. Por dltimo, se da una prediccion basada en la agregacion de prediccion de todos

los modelos.

* Boosting: El método boosting [28] se refiere a un grupo de algoritmos que utiliza
las medias ponderadas para hacer que los resultados sean eficientes y mds robustos. A
diferencia de bagging que el modelo se ejecuta independientemente y al final agrega

la prediccion a todos los modelos, boosting trabaja en todo momento en equipo.
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En otras palabras, cada modelo se ejecuta teniendo en cuenta las caracteristicas del

resultado del modelo anterior. Un ejemplo de este método se ilustra en la figura 3.3.

D1 D2

Box 1 g Box3

¥ Box 4

Figura 3.3 Representacion del Boosting..

Una vez dada una breve introduccion a los arboles de decision, se describira la técnica
de Random Forest [23]. El Random Forest es un algoritmo de aprendizaje automatico
supervisado flexible y facil de implementar, que incluso sin ajustar sus hiperpardmetros,
nos puede dar buenos resultados. Ademads, es uno de los algoritmos mds usados debido a

su simplicidad y que se pueden usar tanto para modelos de clasificacion o de regresion.

Como ya se ha comentado, Random Forest es un algoritmo de aprendizaje supervisado
en el cual, como su nombre indica, se crea un bosque de drboles aleatoriamente. En otras
palabras, el bosque que se construye en un Random Forest es una combinacion de drboles de
decision entrenados en su mayoria con el método "Bagging". Una de las mayores ventajas es
que se puede usar tanto para problemas de clasificacion como para problemas de regresion.
Un ejemplo de un Random Forest se ilustra en la figura 3.4. Otra de las ventajas es que
Random Forest tiene los hiperpardmetros parecidos al de un arbol de decision o al de un

clasificador por bagging.

Feature(f) Feature(f)
X

Figura 3.4 Representacion de un arbol de decision con Random Forest..
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Durante el crecimiento de los drboles que contiene el Random Forest, este anade mas
aleatoriedad al modelo en lugar de buscar la caracteristica mds importante mientras separa
un nodo. De esta manera, busca la mejor caracteristica en un subconjunto de caracteristicas
aleatorio. Por lo tanto, se consigue una mayor diversidad en el resultado a diferencia de

otros algoritmos comentados anteriormente, que generaliza el resultado.

Formalmente, Random Forest consiste en una coleccion de arboles aleatorios basados
en regresion r,(x,6,,,%,),m > 1, donde 6;,6,,... son salidas de la variable aleatoria 6. Los

arboles aleatorios se combinan de la siguiente forma usando regresion agregada:

7n(Xa@n> =Ey [rn(Xa97@n)]

donde Ey indica la prevision con respecto al pardmetro aleatorio, condicionalmente en X y
el conjunto de datos ¥,,. Ademads de todo esto, los hiperpardmetros mds importantes de
un Random Forest que hacen incrementar el poder de prediccion o hacer el modelo més
rapido tomando como referencia los pardmetros que nos ofrece la libreria scikit-learn son

los siguientes:

* Incremento del poder predictivo

1. n_estimators: Pardmetro que ajusta el niimero de arboles que se construirdn
en el proceso de ejecucion del algoritmo. En general, un mayor nimero de
arboles incrementa la precision y hacen la prediccién mds estable pero afectard

al tiempo de computacion.

2. max_features: Este pardmetro indica el nimero méaximo de caracteristicas que

Random Forest considerard para dividir un nodo.

3. min_sample_leaf: Este pardmetro indica el nimero minimo de hojas que son

necesarias para dividir un nodo interno.
* Incremento de la velocidad del modelo

1. n_jobs: Pardmetro que configura el nimero de procesos paralelos con los que

se trabajardn.
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2. random_state: Este pardmetro hard que el modelo pueda ser reproducible
quitdndole aleatoriedad, es decir, el modelo producird los mismos resultados y

asi poder identificar posibles errores del modelo.

3. oob_score: Este pardmetro indica si se usard los ejemplos out-of-bag para

estimar la generalizacién de la precision.

Por dltimo, como ya se ha comentado anteriormente, las ventajas de usar Random Forest
es que se puede usar tanto para tareas de clasificacion o regresion, ademds de ser facil
de implementar y obtener unos buenos resultados sin necesidad de configurar muchos
hiperpardmetros. Aunque esta facilidad para entrenar un conjunto de datos nos puede llevar
a un sobreajuste, situacion que hay que evitarla completamente en la implementacion de
algoritmos de aprendizaje automatico. Otra limitacion importante en Random Forest es
el gran ndmero de drboles que se pueden generar en el algoritmo, de manera que puede

conllevar a una ineficiencia en el momento de realizar una prediccién en tiempo real.
3.3.3 Long Short-Term Memory

Para explicar Long Short-Term Memory (LSTM) [14], primeramente se realizard una breve
introduccién al concepto de Redes Neuronales Recurrentes (RNN, de su acrénimo en
inglés) [25].

Las RNN son una clase de redes neuronales artificiales donde sus conexiones entre
nodos forman bucles de retroalimentacion a lo largo del tiempo, lo cual permite exponer la
informacion durante un niimero de pasos en el entrenamiento. Las RNN se disefiaron para
tomar una serie de entradas sin limite predeterminados de tamafio. Por lo tanto, estas redes
neuronales toman decisiones que son influenciadas por datos del pasado en la serie temporal,
es decir, de alguna manera recuerdan el pasado. Una ilustracién del funcionamiento bédsico

de una una RNN se ilustra en la figura 3.5.

® ® ® ®
|
® ® ® ® - ®

Figura 3.5 Representacion de una red neuronal recurrente.
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RNN se usan en aprendizaje profundo y son especialmente potentes en los casos de uso
donde es muy critico la prediccién de un resultado satisfactorio. Estas pueden procesar datos
desde el principio de la serie temporal hasta el final usando bucles de retroalimentacion,
de esta manera, la entradas son conectadas a la salida de la red neuronal permitiendo un
proceso secuencial a lo largo de la serie temporal. Algunos de los casos de uso que en las

RNN se usan son las siguientes:

1. Modelado del lenguaje y generacion de texto: Dada una secuencia de de palabras,
se puede predecir con una cierta probabilidad la siguiente palabra. Esto se usa por
ejemplo, en los teclados de los teléfonos mdviles donde se da un nimero de palabras

que son probables que sean las siguientes en escribirse mientras se escribe un texto.

2. Traduccion de texto: Para traducir de un lenguaje a otro, se usan RNN para realizar

los modelos.

3. Reconocimiento de voz: En la prediccion de los segmentos fonéticos basados en la

entrada de ondas también se usa las RNN.

4. Mercado bursatil: Se usan RNN para predecir los siguientes valores que tomara la

divisa, en concreto la arquitectura LSTM.

Una vez hecha la introduccion de las RNN, podemos decir que LSTM es una conocida
arquitectura de RNN usada en aprendizaje profundo [12]. Las LSTM se adaptan a los
problemas de aprendizaje en las series temporales y son disefiadas para evitar el problema
a la dependencia a largo plazo. En particular, estas superan el problema de la pérdida por
gradiente de las RNN tradicionales. La idea clave en LSTM es el concepto del concepto
de la celda de cada neurona, la cual es actualizada usando la correspondiente puerta de
entrada, de salida o la puerta del olvido tal y como se ilustra en la figura 3.6.

La arquitectura del LSTM se ha usado en muchas areas de investigacion obteniendo
resultados muy interesantes. Algunas de las aplicaciones mds recientes donde se han
utilizado LSTM ha sido en [30], donde se presentd un video de alta calidad sintetizado de
Barack Obama con alta precision en el movimiento de los labios y los gestos. Otro ejemplo
donde se ha usado LSTM, ha sido en el estudio de eventos clinicos en unidades de cuidado

intensivo [20].
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Input

Input
Modulation

Figura 3.6 Representacion de una red neuronal recurrente con LSTM..

Una red LSTM [27] calcula un mapeo de una secuencia de entrada x = (x1,...,x7) a una

secuencia de salidas y = (y1,...,yr) ejecutando la activacién de la unidad de la red neuronal

usando las siguientes ecuaciones de manera iterativa desder =1 a T:

i = G(VVixxt + Wiy 1 +Wiec, g +bi)

fr = oWex, + Weymy_y +Wyee,_ +by)

Cr = fl O+ Qg(chxt + Wepmy—1 + bc)

0y = cy(‘/voxxt + Wommt—l + Wocct + bo)

m; = 0, ®h(c;)

Vr = (p(Wymmt +by>

3.1

(3.2)

(3.3)

(3.4)

(3.5)

(3.6)

donde la W indica el termino de matriz de pesos, (por ejemplo, W;x es la matriz de pesos

desde la puerta de entrada a la salida), W;c, Wyc, W,,c son las matrices de pesos de las

conexiones, la b indica el término del vector de bias o sesgo, ¢ es la funcién logistica de

sigmoide, i, f, 0 y ¢ son la puerta de entrada, puerta de olvido, puerta de salida y vector

de activacion de celda respectivamente, siendo todas del mismo tamafio que la celda del

vector de activacion de salida m, ® es el producto de los vectores, por tltimo, g y & son las
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celdas de entras y las funciones de activacion de salida de la celda.

3.3.4 Lenguajes de programacion y Frameworks usados

Tal y como se ha comentado en anteriores secciones, el trabajo de fin de méster se ha
desarrollado en el lenguaje de programacion Python, ademds, se han usado los frameworks

scikit-learn y Keras, este a su vez, ha usado como backend Zensorflow.

Python es un lenguaje de programacion de propdsito general, orientado a objetos y cuya
popularidad ha sido relativamente reciente. La popularidad se debe a que Python apuesta
por la simplicidad, versatilidad y rapidez a la hora de desarrollar. Ademds de todo esto,
Python es muy potente, con la posibilidad de ser ejecutado tanto en distribuciones Linux,
Windows y MacOs X; y es de codigo abierto, es decir, puede ser modificado y redistribuido
libremente bajo una determinada licencia. Otra de sus mayores caracteristicas, es la gran
cantidad de librerias que existen para Python y que ademds, sean facilmente integrables en

un proyecto.

El framework usado en el desarrollo de este trabajo para implementar las técnicas de
PCA explicada en el apartado 3.3.1 y Random Forest explicada en el apartado 3.3.2 es
scikit-learn, y por otro lado, el framework que se ha usado para implementar las redes

neuronales LSTM explicada en el apartado 3.3.3 es Keras.

Scikit-learn es una libreria de Python que proporciona muchos algoritmo de aprendizaje
supervisados y no supervisados. Esta desarrollado sobre algunas de las tecnologias mds
famosas que existen en la amplia biblioteca de librerias de Python como por ejemplo
Numpy, Pandas y Matplotlib. La funcionalidades que incluye scikit-learn son: regresion,

clasificacion, clustering, seleccion de modelos y preprocesado.

Keras [5] es una API de alto nivel para desarrollar técnicas de redes neuronales, esta

implementada en Python y es capaz de ejecutarse en los principales backends que existe

actualmente como TensorFlow, CNTK o Theano. Este framework fue desarrollado centrandose

en la idea de poder realizar experimentaciones rdpidas, es decir, que el desarrollador
sea capaz de transformar las ideas del modelo pensado en resultados lo mds rdpido
posible. Keras es una capa intermedia entre el desarrollador y la compleja libreria libreria
TensorFlow. Keras nos permite realizar un prototipo rdpidamente, soporta tanto redes

neuronales convolucionales, redes neuronales recurrentes, como una combinacién de
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estos dos tipos. Ademds, es posible ejecutar ejecutar el cédigo usando la CPU o la GPU,

facilitando de esta manera la paralelizacién del célculo de los modelos.



4 Preprocesamiento de Series

Temporales

asta ahora, se ha hecho una introduccion sobre todas las técnicas que se van a usar

I I para realizar el modelo y el prondstico de la serie temporal que se analiza en este
trabajo fin de master. El siguiente paso es realizar una introduccion del proceso llevado
a cabo para realizar el preprocesado de los datos con el objetivo de entender a qué nos
enfrentamos y cudles son las caracteristicas principales de estos datos y, de esta manera,

poder usarlos en las técnicas descritas anteriormente.

En secciones anteriores se ha comentado que se dispone de dos conjuntos de datos
en los que se basa este trabajo. El primer conjunto de datos es el proporcionado por el
Ayuntamiento de Madrid, que contiene los niveles de contaminacién sobre los indices
de Monéxido de Carbono (CO), Di6éxido de Nitrégeno (NO,) y Ozono (O3) que se han
detectado en las estaciones meteoroldgicas de Madrid. El segundo conjunto datos se ha
descargado de OpenData de AEMET usando la API que esta plataforma ofrece, como ya
se ha explicado previamente en secciones anteriores. Los dos conjuntos de medidas que
tenemos disponibles se han tomado desde el 1 de Enero de 2010 hasta el 31 de Diciembre
de 2018 con una frecuencia diaria, por lo tanto, tenemos un total de 3286 medidas por cada
indice de contaminacién y por cada estacién o lo que es lo mismo, un total de ocho afios
completos de datos. Cada registro de los datos proporcionados por el Ayuntamiento de
Madrid contiene tres niveles de contaminacion, es decir, el CO, NO, y O3, y por otro lado,

cada registro del conjunto de datos de AEMET contiene veinte registros de datos y estos

29
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son los siguientes:

* fecha

* indicativo, es el identificador tnico de la estacién meteoroldgica.

* nombre

* provincia

« altitud, es la altitud a la que se encuentra la estacién meteoroldgica.
* tmed, temperatura media del dia de la muestra.

* prec, riesgo de precipitacion del dia.

* tmin, temperatura minima.

* horatmin, hora en la que se registré la temperatura minima.

e tmax, temperatura maxima.

* horatmax, hora en la que se registr6 la temperatura maxima.

e dir, direccion del viento.

¢ velmedia, velocidad media del dia.

¢ racha, racha de viento maxima del dia.

* horaracha, hora en la que se registré la racha maxima.

* sol, intensidad de radiacion ultravioleta proveniente del Sol.

* presMax, presion atmosférica maxima del dia.

* horaPresMax, hora en la que se registré la presion atmosférica maxima.
* presMin, presion atmosférica minima del dia.

* horaPresMin, hora en la que se registr6 la presion atmosférica minima.

De todos estos registros, se seleccionardn los mas relevantes para el prondstico de la
serie temporal utilizando la técnica PCA anteriormente descrita, aunque de esto se hablara
en mas detalle en la préxima seccion.

Con todo lo dicho, a continuacion se muestran las graficas que representan las series

temporales sin ningun tipo de preprocesamiento. En la figura 4.1 se muestra los datos de



Ozono, en la figura 4.2 el di6xido de nitrégeno y, por dltimo, en la figura 4.3 el mondxido

de carbono.
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Figura 4.1 Gréfica con datos en bruto sobre el ozono.
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Figura 4.2 Grifica con datos en bruto sobre el di6xido de nitrégeno.
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Figura 4.3 Griéfica con datos en bruto sobre el monéxido de carbono.

Por otro lado, se muestran las graficas que muestran la representacion de todos los
registros de la serie temporal de AEMET. Tal y como se puede observar en las graficas, los
datos son de gran calidad ya que las fuentes de las que se han obtenido son fiables y no

contienen ningin espacio de tiempo en el que no existan datos. A pesar de que los datos no
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hay espacios de tiempo sin registros, hay que puntualizar que en los datos descargados de
AEMET si que hay registros vacios datos en algunos puntos de la serie temporal, como
por ejemplo, en el registro que indica la direccion del tiempo o la intensidad de radiacion

ultravioleta del sol tal y como se puede observar en la figura 4.4.
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Figura 4.4 Grafica en la que se muestra los componentes de los que se compone la serie
temporal descargada de la fuente AEMET..

4.1 Preprocesado de los datos obtenidos de la serie temporal de AEMET

Anteriormente, se ha explicado la procedencia de los datos, que caracteristicas tienen y
cudles son sus defectos después de haber sido extraidos de la fuente de informacion. En esta
seccion, procederemos a explicar qué procesos se han realizado para mitigar los posibles
fallos que tengan los datos extraidos, que como ya se ha comentado anteriormente, los
datos de AEMET contenian propiedades vacias.

Para realizar el preprocesado de esta serie temporal y que toda la serie contenga datos
continuos, se debe aplicar una técnica comun a todas las instancias. Para rellenar los huecos

vacios tenfamos varias opciones y estas se explican a continuacion:

* Se podria eliminar la instancia que contenga algin hueco vacio para asi evitar realizar

un preprocesado que conlleva tiempo de implementacion y posteriormente un tiempo
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de computacion, es otras palabras, seria eliminar una fila que tiene datos que resume
la climatologia de un dia completo en una determinada zona de Madrid. Esto no es
recomendable en nuestro caso porque nuestro conjunto de datos es bastante limitado
y podemos perder muchos datos valiosos. Otra razén por la que no se realizaré esta
técnica es que el conjunto de datos en el que hay datos ausentes es el obtenido de
AEMET vy en esta serie temporal realizaremos la técnica PCA, la cual, obtendrd las
variables mas relevantes de este conjunto de datos y puede que entre ellas no estén

las variables que tienen huecos vacios.

* Podemos rellenar los huecos usando la media del conjunto de datos o bien de los
valores que mads se acerquen en la serie temporal, es decir, tomar los valores mds

cercanos al instante en el que estd el hueco y realizar la media.

* Se puede calcular la mediana de toda la serie o como se ha explicado en el punto

anterior, tomar los valores mds cercanos de la serie temporal para calcular la mediana.

* Por ultimo, se puede calcular 1a moda, que como en los casos anteriores pueden ser

la moda de toda la serie temporal o bien de los valores mds cercanos al valor ausente.

La decision de qué regla usar y cémo los calculamos es decision del desarrollador que
estd realizando el preprocesado, ademads, se debe decidir al principio de este preprocesado y
no cambiar la regla a lo largo del preprocesado porque esto, puede llevar a que los resultados
finales no sean los esperados.

En este estudio, se ha decidido realizar la mediana de los valores cercanos a los valores
ausentes de la serie temporal, ya que la mediana nos dard una medida més robusta de la
observacion ausente. Tal y como se ha explicado anteriormente, se rellenaran los datos
vacios en la serie temporal obtenida de AEMET, realizando la media de los valores que son
cercanos a los valores ausentes, concretamente, se tomara cinco valores anteriores al valor
ausente y cinco valores posteriores al valor ausente. De esta manera, tendremos valores
suficientes para rellenar el valor vacio con otro que se acerca a la realidad.

Hasta este punto, se ha hablado de los datos ausentes numéricos en el preprocesado, pero
hay otro punto importante en esta serie temporal de AEMET, y es que los registros que

contienen horas o fechas son de tipo string. Para estos registros que especifican un instante

determinado de tiempo y que estdn en formato string, se deben convertir a tipo datetime.
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Por lo tanto, para estos valores también se realizard un preprocesado para que estos registros

(horatmax, horatmin, horaPresMax, ...) tengan valores numéricos en el formato timestamp.

4.2 Integracion de series temporales

Una vez que tenemos los datos preprocesados de la serie temporal de valores meteoroldgicos,
podemos realizar el siguiente paso. Este paso consiste en integrar las variables mads
importantes de la serie temporal de valores meteorolégicos con la serie temporal de niveles

de contaminacion.

Previamente, se ha comentado que disponemos de 3286 registros por cada nivel de
contaminacion y por cada estacion, entonces, si disponemos de trece estaciones meteoroldgicas
con datos publicos en Madrid, tenemos 42718 observaciones disponibles para analizar. Las
estaciones meteorolégicas de Madrid en los datos de AEMET son: Aranjuez, Buitrago del
Lozoya, Colmenar Viejo, Getafe, Madrid Aeropuerto, Ciudad Universitaria, Cuatro Vientos,
Retiro, Puerto Alto del Ledn, Puerto de Navacerrada, Robledo de Chavela, Somosierra y

Torrejon de Ardoz.

Para realizar el estudio, se ha decidido elegir la estaciéon meteoroldgica del aeropuerto de
Madrid ya que es la serie temporal mds completa. En la figura 4.5 se muestra el gréfico con
todos los componentes de la serie temporal de AEMET junto con los datos de contaminacion

proporcionados por el Ayuntamiento de Madrid.

4.3 Extraccion de caracteristicas

Una vez que tenemos las observaciones de contaminacion y el conjunto de datos de AEMET
integrados, podremos realizar un andlisis mas profundo de esta serie temporal. De esta
manera, podremos estudiar cudles son las variables dependientes y, en caso de que no se

necesiten algunas de ellas, reducir la dimensionalidad de la serie temporal.

Para realizar lo comentado anteriormente, utilizaremos la técnica PCA explicada en la
seccion 3.3.1 usando la libreria scikit-learn. Una vez aplicado el algoritmo PCA a nuestra
serie temporal, podemos observar el porcentaje de importancia que cada variable representa

en la serie temporal tal y como se puede observar en la figura 4.6.
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Figura 4.5 Griéfica en la que se muestra los componentes de los que se compone la
serie temporal descargada de la fuente AEMET integrados con los datos de
contaminacion..
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Figura 4.6 Griéfica de barras con el porcentaje de importancia de cada variable..

Por ello, analizando el resultado del algoritmo PCA, y con el objetivo de reducir la
dimensionalidad de nuestra serie temporal, se eligen las siguiente variables: dir, fecha,
racha, presMax, tmax, tmin y velmedia. Con lo cual, nuestra serie temporal graficamente
seria tal y como se ilustra en la figura 4.7.

En definitiva, en esta seccion se ha explicada como hemos conseguido reducir la
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Figura 4.7 Grifica en la que se muestra los componentes principales de la serie temporal
con las caracteristicas de meteorologia y de contaminacion..

dimensionalidad de la serie temporal. Las caracteristicas eliminadas en nuestra serie no
afectan al resultado final pero, sin embargo, si que aumenta el tiempo de computacién ya
que nuestro modelo tendria que procesar mds variables. Por lo tanto, ahora tendremos un

modelo mds simple y ligero, que se traduce en una reduccion en el tiempo de computacion.

4.4 Correlacion entre variables

Dado que tenemos informacién de varios afios, vamos a realizar agrupaciones de los datos
de contaminacién por meses y obtendremos las medianas de estos. De esta manera, clarificar
el contenido de la serie temporal en los niveles de contaminacion. La eleccion de obtener la
mediana de los datos radica en que esta medida es mds robusta, ademds, es la medida que

se ha usado para afiadir a los valores ausentes, como ya se ha explicado en la seccién 4.1.
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Figura 4.8 Boxplot en la que se muestra las medianas mensuales de los niveles del Ozono..
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Figura 4.9 Boxplot en la que se muestra las medianas mensuales de los niveles del di6xido
de nitrégeno.

L
g:fT@iD% — %@T
€L

Ene Feb Mar Abr May

Monoxido de Carbono

Figura 4.10 Boxplot en la que se muestra las medianas mensuales de los niveles del
monoxido de carbono.

En las figuras 4.8, 4.9 y 4.10 se muestran las medianas (lineas naranjas) de la serie
temporal que representan los niveles de contaminacion del O3, NO, y CO, respectivamente,
para el afio 2017 para facilitar el estudio de estas. En ellas se puede observar que los
comportamientos de los niveles de contaminacién difiere el uno del otro. Ademas, en la
mayoria de los casos existe la presencia de valores atipicos (outliers, de su apelativo en
inglés) en algunos de los meses y también distribuciones asimétricas.

Por otro lado, podemos observar que los niveles del NO, y del CO en verano son mds
bajos que en invierno. Sin embargo, los niveles de O3 son mucho mads altos en verano que
en invierno.

Como tenemos datos de temperatura, se ilustrard a continuacion una figura en la que se
muestra la temperatura maxima junto con la serie temporal de los niveles de contaminacion.
De esta manera, aiadiremos mds solidez a la hip6tesis que se ha expuesto anteriormente.

Una vez que se ha representado la correlacion entre la temperatura mixima y las
observaciones de los gases contaminantes del O3, NO, y CO, respectivamente, en las
figuras 4.11, 4.12 y 4.13, podemos postular por hipétesis nula que las altas temperaturas

medioambientales pueden afectar directamente a los gases contaminantes.
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Figura 4.11 Correlacion en la que se muestra las medianas mensuales de los niveles del
Ozono junto a la temperatura méxima..
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Figura 4.12 Correlacién en la que se muestra las medianas mensuales de los niveles del
diéxido de nitrégeno junto a la temperatura maxima.
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Figura 4.13 Correlacion en la que se muestra las medianas mensuales de los niveles del
monodxido de carbono junto a la temperatura maxima.



5 Resultados

n este capitulo se expondrdn los resultados obtenidos del trabajo realizado en este
E estudio. Por lo tanto, se marca como objetivo mostrar todos los resultados que se
obtienen de las diferentes técnicas de aprendizaje automatico. De esta manera, se podra
comparar estos resultados obtenidos y realizar una valoracién final.

Como ya se ha comentado anteriormente en la seccion 3, para obtener los resultados se

ha realizado los siguientes pasos:

* En primer lugar, se han analizado los datos para entender mejor el problema y poder

llegar asi a una solucién concluyente.

* Después de analizar los datos, se ha investigado las fuentes de datos que nos pueden
ofrecer informacidn relevante para ayudar a encontrar la solucion. En estos datos, se
encuentran el prondstico meteoroldgico de la ciudad de Madrid y Segovia, descargados
de la fuente AEMET, para complementarlos con los datos de contaminacién que nos

ha ofrecido del Ayuntamiento de Madrid.

* En el siguiente paso, se ha realizado un preprocesado de los datos para que estos

tengan un formato correcto y no haya huecos sin informacién en estos.

* Por ultimo, se ha realizado un estudio con diferentes técnicas de aprendizaje automatico

y asi decidir qué técnica es la mejor para llegar a obtener el mejor prondstico.

Para realizar el entrenamiento de los modelos de las diferentes técnicas de aprendizaje
automatico usadas, los datos disponibles han sido divididos en dos grupos para poder asi
pronosticar los niveles de contaminacion de Madrid usando las siguientes funciones de

pérdida (loss function, en su acrénimo en inglés):

39
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* En el primer grupo, el conjunto de datos se denomina conjunto de entrenamiento.
Este conjunto es el 85 % del conjunto de datos total disponible y estd compuesto por
todas las medidas de nivel de contaminacion y variables meteoroldgicas. En el caso
de la técnica de random forest este porcentaje de datos se tomardn aleatoriamente
de la serie temporal, mientras que para la técnica LSTM, las observaciones estaran

comprendidas entre el 1 de Enero de 2010y el 15 de Julio de 2017.

* El segundo grupo, el conjunto de datos se denomina conjunto de test y estd compuesto
por los datos restantes, es decir, el 15 % del conjunto total. Este conjunto de test
contiene los valores de niveles de contaminacion y variables meteoroldgicas, que al
igual que en el conjunto de entrenamiento, para random forest se tomaran valores
aleatorios del 15 % restante del conjunto total y para la técnica LSTM, los valores
estardn comprendidos entre el 15 de Julio de 2017 y el 31 de Diciembre de 2018. La
finalidad de este grupo es poder evaluar la validez del modelo creado usando el Error

Cuadrético Medio y el Error Absoluto Medio.

5.1 Evaluacion del rendimiento

Para poder continuar, se necesita exponer las métricas que nos permiten evaluar el resultado
obtenido de los modelos utilizados en este trabajo y explicados anteriormente en las
secciones 3.3.2, 3.3.1 y 3.3.3.

De forma que, las métricas usadas en este estudio son Error Cuadratico Medio (Mean
Squared Error, MSE, de su acrénimo en inglés) y el Error Absoluto Medio (Mean Absolute

Error, MAE, de su acrénimo en inglés) [4]. Las férmulas de cada una de las métricas son:

¢ La formula de la métrica MSE es:

1 & R
MSE = p Y (i —5:)?
i=1
donde (y; — $;)* se denomina residuo e indica la diferencia entre el valor real y; y el

valor que pronostica el modelo ¥;, y por tltimo, n es el nimero de observaciones que

se pronostican en la serie temporal.
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e La férmula de la métrica MAE es:

1 .
MAE = p i — ¥il

1

n
1=
donde |y; — ¥;| denota el valor absoluto del error entre la observacion real y; y la
observacion que pronostica el modelo y;, y por dltimo, al igual que en MAE, n es el

nimero de observaciones que se pronostican en la serie temporal estudiada.

Ya hemos comentado que estas métricas nos permiten evaluar nuestro modelo de
prondstico. En el caso de las métricas que se usan en este estudio, tanto para MSE como
para MAE, son usadas para medir la inconsistencia del modelo entre el valor pronosticado
vy la etiqueta actual y. Los valores que devuelven estas técnicas de evaluacion no son
negativos y miden la robustez del modelo, ademads, cuanto menor sea el valor, més robusto
serd el modelo. En otras palabras, unos valores mas bajos de MSE y MAE, nos indicardn

que la serie temporal pronosticada es mds andloga a la serie temporal observada.

5.2 Resultados con Descomposicion STL

Teniendo en cuenta lo previamente analizado de los niveles de contaminacion y en las figuras
4.8,4.9 y 4.10 podemos observar el ciclo anual de nuestras series temporales. Aplicando la
descomposicion STL se pueden observar facilmente las tendencia tal y como se muestra en
las figuras 5.1,5.2 y 5.3.

Como podemos observar en las grafica que se ilustran en las figuras 5.1 y 5.2 la tendencia
del O3 y NO,, respectivamente, tiene una regularidad bastante marcada con algunas
excepciones. Sin embargo, la tendencia del CO no tiene una regularidad, teniendo periodos
irregulares. Esto anade dificultad al modelo que hace el prondstico.

Para tener una visién mds clara de la descomposicién STL, se ilustrard a continuacion en
las figuras 5.4, 5.5 y 5.6 las gréficas que muestran la descomposicién de la serie temporal
para el periodo de la serie comprendido entre 1 de Enero de 2017 y 31 de Diciembre 2017.

En estas figuras 5.4, 5.5 y 5.6, podemos comparar el comportamiento entre estos gases
y observar que la tendencia del O5 es contraria con respecto al comportamiento de los
gases NO, y CO. Como se puede observar, durante los meses de verano, los niveles de

contaminacion del O3 aumentan mientras que, los niveles de NO, y CO.
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Tanto la tendencia como la componente estacional, serdn las series temporales de entrada
usando la técnica de aprendizaje automatico Random Forest, explicada en la seccion 3.3.2,
y la técnica de LSTM de aprendizaje profundo, explicada en la seccidn 3.3.3. La técnica
de descomposicion STL suele usarse principalmente para estudiar las series temporales
y explorar cambios a lo largo del tiempo, también se puede usar para realizar modelos

de prondstico simples [15] y, de esta manera, ayudar atin mds si cabe a comprender el
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comportamiento de la serie temporal.

El resultado de usar estas técnicas sobre las series temporales que han sido descompuestas
mediante el método presentado en esta seccidn, se explicard en las siguientes secciones.

Ademads, se realizard la comparacion con la serie temporal sin descomponerla con el método

STL.
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Figura 5.6 Descomposicion Estacional y de Tendencias con Loess de la serie temporal del
CO para el periodo de la serie comprendido entre 1 de Enero de 2017 y 31 de
Diciembre 2017.

5.3 Resultados con Random Forest

Como ya se comentd anteriormente en la seccion 3.3.2, utilizaremos la técnica de aprendizaje
automatica random forest, técnica basada en drboles de decision, para implementar un

modelo que realice el prondstico de los niveles de contaminacion. Este tipo de drboles
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de decision son rdpidos de implementar, eficientes en grandes bases de datos y, ademas,
se obtiene con ellos unos resultados 6ptimos en el prondstico. El drbol de decisién que
se implementard en este trabajo de fin de méster sera de regresion, ya que los niveles de

contaminacién a pronosticar son continuos.

Basandonos en la figura 4.7, que muestra la serie temporal compuesta por las variables
meteoroldgicas (dir, fecha, racha, presMax, tmax, tmin y velmedia) como entrada y como
resultado el nivel de contaminacién de O3, NO, y CO.Se realizard un entrenamiento por
cada elemento de contaminacion. Por lo tanto, tendremos como resultado tres modelos

separados que realizardn el prondstico de un nivel de contaminacién concreto.

Por lo tanto, tendremos una configuracion de Random Forest con 2000 arboles de
decision que se ajustardn lo maximo posible al conjunto de entrenamiento dado. Con esta

configuracion, se mejorard el prondstico y se evitard el sobreajuste.

Las figuras 5.7, 5.8 y 5.9 muestran la serie temporal de O3, NO, y CO, respectivamente,
con la representacion de los prondsticos (puntos rojos) realizados por el modelo. Como
se explico al comienzo del capitulo, el conjunto de test que se ha usado contenia valores
escogidos aleatoriamente del 25 % del total del conjunto de datos y la prediccion que ha
realizado se encuentra dentro del intervalo de confianza. Después de realizar 25 ejecuciones
independientes sobre el conjunto de entrenamiento (epochs, de su apelativo en inglés), los
valores MSE son:133.90 +4.0087 para el O3, 308.69 +8.05042 para el NO, y 0.11354 +
0.016116 para el CO. Por otro lado, los valores de MAE son: 8.12 + 0.04 para el Os,
12.56 £0.3 parael NO, y 0.08 £0.01 para el CO.

Actual and Predicted Values - Madrid Airport
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Figura 5.7 Prediccion de niveles de contaminacion con Random Forest para el Ozono.

Los valores de MSE y MAE son previsiblemente elevados debido a que la prediccion
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Figura 5.8 Prediccion de niveles de contaminacion con Random Forest para el Didxido de
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Figura 5.9 Prediccion de niveles de contaminacion con Random Forest para el Monéxido
de Carbono.

para las observaciones con picos altos de niveles de contaminacién no son triviales de
predecir. Estos casos especiales donde las observaciones de niveles de contaminacion
recogidas son repentinamente mas altas que en el instante inmediatamente anterior, son

casos a estudiar en mds profundidad.

5.4 Resultados con Random Foresty STL

En esta seccion se presentan los resultados aplicando el modelo de random forest con la
descomposicién STL, tal y como se mencioné en la seccién anterior 5.2. En este caso,
las predicciones que se han obtenido han sido utilizando una de las series temporales
que la descomposicion STL devuelve, es decir, la serie temporal de la tendencia. Los
resultados para la MSE son: 6.2616 +4.0087 para el O3, 0.6944 +0.035042 para el NO,
y 0.000135 £0.0000676 para el CO. Por otro lado, los valores de MAE son: 0.74 +0.014
para el O3, 0.41 £0.0073 para el NO, y 0.00000268 £ 0.00000041 para el CO.

Como se puede apreciar en las figuras 5.10, 5.11 y 5.12 los resultados no son 6ptimos
con respecto a los valores reales aunque los valores de MSE y MAE hayan sido mejores.
Esto es debido a que los valores pronosticados se han ajustado a la tendencia de la serie
temporal perfectamente. Sin embargo, esto no se ajusta a la realidad de los niveles de

contaminacion, ya que las observaciones tomadas registran en ocasiones valores muy por



5.5 Resultados con Redes Neuronales Recurrentes LSTM

47

Actual and Predicted Values - Madrid Airport

— pollution
® pollution predicted

ozone
x

2074
20z
20,
20z

>
&

20z,
20,
20,
20y,

Figura 5.10 Prediccién de niveles de contaminacién con respecto a la tendencia usando
Random Forest para el Ozono.
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Figura 5.12 Prediccion de niveles de contaminacion con respecto a la tendencia usando
Random Forest para el Moné6xido de Carbono.

encima de la tendencia de la serie temporal.

5.5 Resultados con Redes Neuronales Recurrentes LSTM

En esta seccion aplicaremos las redes neuronales recurrentes para resolver el problema
que en este trabajo se plantea usando Keras. Se usara para ello la técnica de aprendizaje
profundo de LSTM, la cual es capaz de reutilizar los estados internos para usarlos como
entrada secuencial en el procesamiento, como ya se explico en la seccién anterior 3.3.3.
Apoyédndonos en la figura 4.7, que se ilustra la serie temporal compuesta por las variables
meteoroldgicas (dir, fecha, racha, presMax, tmax, tmin y velmedia) como entrada y como
resultado el nivel de contaminacién de O3, NO, y CO. Se realizard un modelo distinto para
cada elemento de contaminacion, ya que los niveles de contaminacion tienen tendencias y

comportamiento distintos.



48

Capitulo 5. Resultados

Para trabajar con esta técnica de red neuronal recurrente, es necesario normalizar los
datos de entrada. Esto es debido a que las redes neuronales recurrentes son muy sensibles
a los datos que no son cercanos a los valores que las funciones de activacion emplean. Se
normalizaran los datos utilizando la funciéon MinMaxScaler de la libreria scikit-learn. Esta

funcion utiliza la féormula:

x; —min(ts)

MinMaxScaler(ts) = _
max(ts) — min(ts)

donde ts es la serie temporal que normalizaremos, x; es el valor a normalizar, min(ts) el
valor minimo de la serie temporal y max(ts) el valor maximo de la serie temporal.

Una vez normalizada la serie temporal, obtendremos valores que estardn comprendidos
entre 0 y 1. De esta manera, tendremos la serie temporal preparada para utilizarla en la red
neuronal recurrente.

El modelo que se disefia para esta red neuronal recurrente, con el objetivo de minimizar
los valores de MSE y MAE, con una capa oculta que contiene 50 neuronas y una neurona
en la capa de salida que devolvera la prediccion del nivel de contaminacién, con la funcion
de activacion tanh. La capa de entrada estard compuesta un paso y siete caracteristicas (dir,
fecha, racha, presMax, tmax, tmin y velmedia). Ademas, se usard MAE como funcién de
pérdida y la versiéon Adam del descento por el gradiente estocastico.

Por otro lado, el model se entrenard 25 veces con un tamafo de agrupacién (batch, en
su apelativo en inglés) de 90. Hay que tener en cuenta que el estado interno de la red
neuronal recurrente LSTM en Keras se inicializa al final de cada batch. Por esa razén, el
estado interno de esta red neuronal estd en funcién del nimero de dias que contiene la serie
temporal.

La evolucion de la funcién de pérdida MAE, se ilustra en la figura 5.13, cuyo valor de
salida para el conjunto de entrenamiento tiende a 0.16 de tasa de error y para el conjunto
de test tiende a 0.19.

Los valores de prondstico que devuelve la red neuronal recurrente se muestran en las
figuras 5.14,5.15 y 5.16 para los niveles de contaminaciéon O3, NO, y CO, respectivamente.

En estas ilustraciones, podemos observar que el 25 % de los datos de test estin comprendidos
entre las fechas 15 de Julio de 2017 y el 31 de Diciembre de 2018. En ellas, podemos

observar que los valores de prondstico han mejorado con respecto a los niveles de contaminacién
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Figura 5.14 Prediccion de niveles de contaminacion usando LSTM para el Ozono.

de O3 y CO pero han empeorado considerablemente en el caso de NO,. Los resultados
de la MAE son: 6.37 £0.4 para O3, 11.37 £0.6 para NO, y 17.14 £0.3 para CO. No
obstante, podemos observar que la ilustraciones presentadas en esta seccion tienen algo en
comun y es que, para las observaciones con niveles de contaminacion altos repentinos, la

red neuronal recurrente tampoco es capaz de predecir su valor al igual que ocurria con los

modelos de random forest creados.

5.6 Resultados con LSTMy STL

Al igual que en la seccion anterior 5.4, vamos a presentar los resultados aplicando el modelo

creado en la seccion anterior 5.5. Entonces, se realizaran las predicciones usando una de
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Figura 5.15 Prediccion de niveles de contaminacion usando LSTM para el Diéxido de
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Figura 5.16 Prediccion de niveles de contaminacion usando LSTM para el Monéxido de
Carbono.

las series temporales que la descomposicion STL devuelve, para este experimento, la serie
temporal de la tendencia.

Una vez realizado el entrenamiento de la red neuronal recurrente con el modelo creado
en la seccion 5.5, los resultados para MAE son: 1.75 £0.02202 para el O3, 2.61 £0.05205
parael NO, y 0.758 0.001549 para el CO. Al igual que en el caso de la seccién 5.4, la
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serie tiene unos valores de MAE que tiende a cero aunque el valor de error que se calcula
es con respecto a la serie temporal de la tendencia y no con respecto a los valores reales de

niveles de contaminacion.

5.7 Comparativa universal de metodologias

Como ultima seccion en este capitulo, se presentard una comparativa universal de los
resultados obtenidos realizando las metodologias expuestas en secciones anteriores. Para
ello, vamos a realizar el test de rangos con signo de Wilcoxon explicado en la seccién 3.2.2

con el interés de:

* Medir la eficiencia de las metodologias de aprendizaje automatico y profundo

expuestas en este trabajo.

 Establecer qué técnica de las planteadas en este trabajo son las mejores para continuar

con el trabajo de prondstico de los niveles de contaminacién de Madrid.

A continuacién se muestran las tablas 5.1, 5.2 y 5.3 que muestran la comparativa de
las medidas de MSE y MAE de las metodologias usadas en este trabajo. Como se puede
observar en dichas tablas, las técnicas basadas en aprendizaje automdtico han obtenido
unos valores més bajos para MSE y MAE. Aunque para los niveles de contaminacién del
CO, podemos observar que con la técnica de aprendizaje automéatico LSTM se obtiene
mejores resultados que con Random Forest.

Por otro lado, un punto a tener en cuenta es que las técnicas de aprendizaje automético
también han obtenido unos valores mds bajos cuando se han usado sobre la descomposicion
STL con respecto a la serie temporal no descompuesta. Como ya hemos visto en una seccion
anterior, al eliminar la componente de aleatoriedad y aplicar la técnica tinicamente sobre la
tendencia de la serie temporal, los resultados de MSE y MAE son méds 6ptimos.

Esta comparativa general de las técnicas de aprendizaje automatico y profundo usadas en
este trabajo nos da una vision general de los resultados obtenidos. No obstante, el resultado
mds relevante que se deduce al observar estas tablas es que para cada serie temporal de
nivel de contaminacion se necesita crear un modelo distinto en el caso de las técnicas de
aprendizaje profundo. En el caso contrario, Random Forest se adapta perfectamente y es

capaz de realizar un mejor prondstico, ya que la técnica de Random Forest implementa en
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Tabla 5.1 Mean Squared Error de Random Forest y Random Forest con descomposicion
STL para 25 ejecuciones independientes de la serie temporal.

Serie Temporal RF RF+STL
03 66.0+0.0087  55.68 £1.0037
NO, 91.0+£0.05042  78.214+2.022
co 156.0+£0.86116  95.7+1.8506

Tabla5.2 Mean Squared Error de LSTM y LSTM con descomposicién STL para 25
ejecuciones independientes de la serie temporal.

Serie Temporal LSTM LSTM+STL
O3 105.0£0.1157  78.0£5.02202
NO, 101.0£0.05042 84.0+2.05205
co 77.0£0.02013 45.0£3.101549

Tabla 5.3 Mean Absolute Error de Random Forest y LSTM con descomposicion STL para
25 ejecuciones independientes de la serie temporal.

Time Series RF LSTM
co 0.119+£0.01 7.14+0.3
NO, 12.56+0.3 11.37+0.6
O3 12.303+0.04 14.37+04

cada subnodo del arbol un drbol de decisién, abordando todos los casos posibles para cada

serie temporal.



6 Conclusiones

n el trabajo final de master que se presenta, se ha llevado a cabo la obtencion de datos,
E tanto haciendo uso de la API de AEMET como los obtenidos del Ayuntamiento de
Madrid, se ha hecho el preprocesado de estos y, por dltimo, creado un modelo para realizar
el prondstico de la serie temporal estudiada. Como ya se coment6 al comienzo de este
documento, los altos niveles de contaminacion en las grandes ciudades es preocupante y
eso hace que se creen protocolos de control de trifico para evitar sobrepasar dichos niveles.
Es por ello, que se necesita realizar un prondstico de los niveles de contaminacion que nos
ayude a anticiparnos para realizar una decision correcta en la aplicacion de los protocolos.

Para este trabajo de fin de master, se han obtenido datos climatoldgicos de las estaciones
meteoroldgicas disponibles en la fuente de informacion de AEMET OpenData a través de
la API que ofrece. Ademas de estos datos, el Ayuntamiento de Madrid ha proporcionado
los niveles de contaminacion recogidos en la ciudad. Estas dos series temporales de las
fuentes de informacion de las que se han recogido los datos, estdn comprendidas entre el 1
de Enero de 2010 y el 31 de Diciembre de 2018, haciendo un total de ocho afos de datos
con una frecuencia diaria. Estos datos han sido preprocesados para que las variables tengan
el formato correcto para el posterior anélisis que se realiza de ellos.

Debido que los datos meteoroldgicos estaban publicados en una fuente de informacion,
se realiz6 los métodos necesarios para hacer la obtencion de estos y almacenarlos en la base
de datos interna para disponer de ellos los mds sencillo posible. Tal y como se coment6 en
el capitulo 2, los datos se han almacenado en una base de datos NoSQL llamada MongoDB.

Con el objetivo de realizar el anélisis de los datos, se han utilizado técnicas de aprendizaje

automatico y profundo con el fin de realizar comparativas entre ellas y, de esta manera,

53
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comprender el funcionamiento de dichas técnicas en profundidad. Las técnicas usadas han
sido: la descomposicion estacional y de tendencias con Loess, el test de rangos con signo
de Wilcoxon, andlisis de componentes principales, Random Forest y, por ultimo, Redes
Neuronales Recurrentes Long Short-Term Memory. Con esto, hacemos una demostracion
de que la técnica de Random Forest se ha adaptado mejor a las observaciones de los niveles
de contaminacién aunque en los picos de niveles de contaminacion, tanto para Random
Forest como para LSTM, las predicciones no han sido lo suficientemente 6ptimas. Estos
casos especiales de niveles de contaminacidén son caso de estudio y razén para continuar el
trabajo en solventar este problema planteado en este trabajo.

Por otro lado, se ha utilizado el lenguaje de programacién Python, ademads de utilizar la
libreria scikit-learn y el framework Keras bajo el backend TensorFlow. Estas herramientas
nos han ayudado a realizar, tanto el preprocesado de los datos como el modelado de las
técnicas de aprendizaje automadtico debido a que disponen de una gran variedad de métodos
implementados para realizar todo lo comentado.

Ademas del codigo adjunto a la memoria, se han realizado varios scripts necesarios para
realizar mantenimiento de la base de datos y copias de seguridad de esta para evitar una
pérdida de datos.

Finalmente, se puede concluir que se han cumplido los objetivos propuestos para este
estudio, es decir, se ha creado una serie temporal integrando los datos meteorolégicos de
AEMET y los proporcionados por el Ayuntamiento de Madrid, se han creado unos modelos
de aprendizaje automatico y profundo y, por dltimo, se ha ampliado el conocimiento sobre

la aplicacion de estas técnicas en un problema real.

6.1 Trabajo futuro

Como se ha podido intuir a lo largo de este trabajo de fin de master, atin queda mucho por
hacer para obtener un prondstico 6ptimo con el fin de que se pueda aplicar dicho prondstico
en una aplicacion real. Es por ello que, se continuard con este estudio en una futura tesis
que comenzard en los préximos meses y en esta se profundizard en todos los detalles para
que finalmente el prondstico de esta serie temporal sea lo més ajustada a la realidad posible.

Por su parte, se seguird contando con el apoyo del Centro de Investigacion de Energéticas

Medioambientales (CIEMAT). Ademas se seguird recolectando datos, tanto los proporcionados
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por el Ayuntamiento de Madrid como los que se obtienen de la fuente de informacién que
ofrece la Agencia Estatal de Meteorologia (AEMET) para poder realizar asi un estudio
en profundidad de las tendencias y relaciones de las condiciones meteoroldgicas con los

niveles de contaminacion.
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